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Reconoclmlento del habla medlante una Red Neuronal con pre-procesamiento Wavelet

En este trabajo presentamos un estudio de reconocimiento del habla que utiliza como pre-procesamiento
una Funci6n Wavelet No Ortogonal, conocida como Funci6n Morlet. El prototipo fue implementado en
Matlab.
El reconocimiento del habla es realizado por una Red Neural Artificial (Backpropragation). Este estudio
presenta, como caracteristica relevante, la independencia dellocutor.
Es elaborada una breve relaci6n de los trabajos que han sido realizados sobre Reconocimiento del Habla,
presentando sus principales investigadores. En el trabajo, tambilm presentamos un estudio te6rico sobre
eonoeimiento para comprender textos mas complejos.
El trabajo finaliza discutiendo las ventajas y desventajas del uso de una Funci6n Wavelet en conjunto con
una RNA. Recomendamos nuevos caminos a partir de nuestra experieneia en el desarrollo del presente
trabajo.

1. El ser humano, el habla y ellenguaJe natural.

El habla, la senal sonora producida por el hombre, resulta un fen6meno mucho mas complicado que 10
que podemos imaginar. Cada locutor presenta una serie de caracteristicas que 10 distinguen de otros
loeutores. Entre estas caracterlsticas podemos citar: la frecuencia, los vieios dellenguaje (muehas veees
por razones culturales e/o intelectuales), entonaei6n (por razones regionales) y hasta el tone con que
eada locutor pronuncia las palabras (evidenciando su estado de esprritu ylo humor) [Johnston, 1994].
Podemos identificar el sexo del locutor a traves de la frecuencia de voz. Si alguien dice que es facil
identificar si ellocutor es hombre 0 mujer, seria suficiente realizar un pre-procesamiento de la voz y
generar un espectrograma para eonfirmar que la voz femenina posee una frecuencia mayor que la
masculina.
El analisis y observaci6n de las caracteristicas del habla resulta simple cuando utilizamos el cerebro, que
es un poderoso computador en el analisis cualitativo, al contrario del computador que es excelente en 10
relaeionado al analisis cuantitativo.
En este trabajo, presentamos un estudio sobre el reconocimiento del habla utilizando como pre-
proeesamiento la Transformada Wavelet y el reconocimiento del habla es realizado por una Red Neural
Artificial-RNA- de tipo Multicamadas con Retropropagaci6n de Errores (Backpropagation).

2. Un breve estudlo del estado del arte.

Los estudios sobre reconocimiento del habla se iniciaron, aproximadamente, hace cuatro decadas. A
partir de 1950 se iniciaron los estudios de investigadores que buscaban explorar las ideas Msieas de la
fonetica-acustica, sin resultados satisfactorios. .
Entre los anos 1950 hasta 1959, los estudios fueron lidereados Msicamente por investigadores
amerieanos e ingleses. Dentro de las investigaciones mas relevantes durante esta decada debemos
resaltar los trabajos de Olson y Belar, de los Laboratorios RCA, y los trabajos de Fry y Denes, de College
University en Inglaterra.
A partir de 1960, se inicia una verdadera explosi6n en las investigaciones en reconocimiento del habla, y
en este momento los japoneses en escena. Sin dudas la tecnica mas expresiva desarrollada en esta
epoea fue el Analisis del Cruzamiento por Cero (Zero-Crossing Analysis) que consegula distinguir entre
varias regiones del esUmulo facilitando, en gran medida, el reconocimiento. Una otra tecnica, no menos
importante, desarrollada en la decada del 60, es la Programaci6n Dinamiea para alineamiento temporal.
Esta tecnica fue desarrollada por el cienUfico ruso Vintsync. A pesar que la base del concepto fue
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considerada rudimentaria, las versiones mas avanzadas de su algoritmo son muy conocidas en
accidente, que utiliz6ampliamente este algoritmo a inicios de la decada de 80.
En 1970, ya se contaba con un gran numero de investigadores en el area. Investigadores rusos
estudiaron diversas maneras para reconocer un modelo del habla, los japoneses presentaron la idea de
Codificaci6n Predictlva Uneal (LPC-Unear Predictive Coding), que viene siendo una serie utilizadacon
satisfacci6n hasta nuestros dlas. En los laboratorios Bell se inici6 una serie de experimentos con el
objetivo de crear un sistema de reconocimiento del habla con independencia de locuci6n. [Rabiner et ai,
1979].
Una "nueva" tecnologla que fue utilizada a mediados de 1980, fue la idea de aplicar las Redes
Neuronales Artificiales (RNA) [Morgan, 1995], [Jelinek, 1976] para el reconocimiento de patrones del
habla. Las RNA,inicialmente, fueron introducidas durante la decada del 50, sin embargo sus resultados
no fueron considerados satisfactorios debido a un conjunto de problemas operacionales que fueron
subsanados a medida que el reconocimiento avanz6.
La decada del 80 es, reconocidamente, la decada donde el avance en la pesquisa en reconocimientodel
habla presenta sus mejores resultados. Como ejemplo podemos mencionar el sistema desarrollado por la
Agencia de Proyectos de Investigaciones Avanzadas para Defensa (DARPA-USA)que reconoce con
precisi6n milpalabras en comunicaci6n continua. Se trata de palabras claves utilizadas para el controly
comando de misiles. El programa continua en la decada del 90 enfatizando tecnicas de Inteligencia
Artificial,como es el caso del area de estudio en procesamiento dellenguaje natural [Bahl et ai, 1989].

3. La Transformada Wavelet

La Transformada Wavelet -TW es una "modema" tecnica de analisis que viene siendo desarrollada y
difundida durante los ultimos 10 anos. Una caracterlstica que distingue TW es la transformaci6n del
dominio temporal para el dominio tiempo-frecuencial. Por esta raz6n muchos autores la denominan
Analisis Tiempo-Frecuencial diferenciandola del secular Analisis de Fourier (Transformada de Fourier-TF)
que transforma la senal para el dominio frecuencial.
Otra caracterlstica importante en la TW es el concepto de Soporte Compacto, que implica que cualquier
punto fuera del intervalo especificado para la funci6n, sera nulo. El concepto de Soporte Compacto
permite a la TW cambiar del dominio temporal para el dominio frecuencial [Cody, 1992].
Una ventaja de la TW en relaci6n a la TF es que la primera tiene la capacidad de detectar senales
transientes, es decir, senales que varlan muy rapidamente en el tiempo. Esta ventaja se debe a la
caracterlstica de la TW de ser una ventana de barredura deslizante con dimensi6n variable, que permite
una resoluci6n tanto a nivelde tiempo como de frecuencia.
Aunque iniciamos esta secci6n presentando la TW como una tecnica modema, su verdadera concepci6n
data de inicios de siglo. Entre los autores existen discrepancias en relaci6n al momento exacto del
surgimiento y de los creadores que desarrollaron el concepto de acuerdo con Vetterli [Vetterli,1995],la
primera menci6n a este concepto se encuentra en la tesis de Haar en 1904. Sin embargo Y. Meyer
[Meyer, 1992], manifiesta que el concepto fue desarrollado en los trabajos de Lusin y Calder6n en 1921.
Lo que nos importa, en este momento, es que la funci6n desarrollada por Haar es una base matematica
Wavelet y que dentro de las investigaciones modemas con respecto a TW, podemos decir que la base de
Haares un IImite inferior. Es decir, se localiza extremadamente en el tiempo, y como un Ilmitesuperior
tenemos la funci6n sinc(x) que es extremadamente localizada en la frecuencia. De esta forma cabe, a la
comunidad cientlfica descubrir nuevas funciones con las caracterlsticas de la TW que nos auxilienen los
experimentos, sabiendo que las familias de funciones que por ventura sean descubiertas estarlan
limitadas por estas dos funciones.

3.1 Ellnter6s por la Transformada.

Es un intento de suplir las dificultades que estan presentadas por la Transformada de Fourier -TF, como
la discontinuidad mencionada anteriormente, surgi6 la necesidad de analizar la senal, tanto a nivel
temporal como frecuencial, es decir, tener una buena resoluci6n tiempo-trecuencia.
J. Morlet,geoflsico trances, a partir de estudios anteriores, cre6 una funci6n que multiplicabauna tunci6n
arm6nicacomplejacon una funci6ngaussiana, la cual lIam6analizadora(tunci6nventana).La funci6n
analizadora puede ser ajustada, dilatada 0 contralda. De esta forma, mientras mayor es la anchura de la
ventana menor son los picos de frecuencia, en consecuencia la resoluci6n temporal aumenta.
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Posteriormente, el matematico frances Y. Meyer reconoci6 el trabajo de Morlet como parte del campo de
estudios en analisis arm6nicos. presentando una serie de familias de funciones Wavelet, que es mas
eficiente para el modelaje de fen6menos complejos. Las investigaciones de Meyer fueron comprobadas
por los cientfficos norteamericanos Stephane. Mallat de New York University e Ingrid Daubechies de los
laboratorios 8ell [Vetterli, 1995].

3.2 El anallsls Wavelet proplamente dlcho.

Cuando se desea la expansi6n de una senal, la idea principal dadas las funciones bases, es la
localizaci6n en el tiempo y en la frecuencia. En la Transformada de Fourier, por ejemplo. las funciones
utilizadas en el analisis son infinitamente precisas en 10que se refiere a la localizaci6n frecuencial, sin
embargo, resultan pobres en el aspecto relativo al tiempo debido a su expansi6n infinita.
Cuando creamos una funci6n 0, mejor dicho, una familia de funciones que nos puedan ofrecer
localizaciones precisas en el tiempo y en la frecuencia serra necesario, entre algunas , dos caracterfsticas
principales.

. Traslaci6n
Unatraslaci6nen el tiempo to, resultala multiplicaci6npor un factor de fase en dominiofrecuencial,esto
es:

f(t - to) e-jwtoF(w) (1)

Convencionalmente, una traslaci6n en la frecuencia resulta un factor de fase, 0 modulaci6n por un expo-
nencial complejo, en el dominio temporal

e-jwotf(t) F(w-wo)
(2)

Escalonamiento

En el tiempo resulta un escalonamiento inverso en la frecuencia, como es presentado en la siguiente
transformada:

f(at) ~ I~((:} a * 0
(3)

A partir de estas dos caracterfsticas fundamentales, podemos definir una familia de funciones del tipo:

1

(

t-b
)

!If a)J(t) = M 1/1 ---;;- ;

a,b E (J2 * 0 (4)

donde'l' es lIamada Wavelet madre 0 Wavelet base, que tiene su localizaci6n tanto en el tiempo como en
la frecuencia. 'I'(t) generalmente es un filtro pasa-banda. Cuando a es muy grande (8)>1), corresponde a
una funci6n que tiende a poseer muchos terminos para ser analizados.
Para a's pequenos ( 0< a < 1 ). las funciones tienden a poseer terminos menores en el comportamiento
de la senal.

Esta situaci6n nos lIeva a la siguiente conclusi6n: la escala es proporclonal a la duracl6n de las
funclones bases utllizadas en la expansl6n de la seffal.
Matematicamente tenemos:
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1 =LjajtJIj ; i E Z ; {tJlj} E Jt
donde {'I'I} es complete en H (Espacio de Hilbert).
La experiencia aqul relatada s610 considera cuando {'I'I } es una base, es decir, los vectores '1'1 son
linealmente independiantes (LI).
Una funci6n f(~ definida en R es considerada una funci6n en el espacio cuadratico -integrable, 0 sea, en

el Espacio de Hilbert L2 (R) [Halmos, 1970, 1982], si I f(~ 12es integrable, es decir, f I/(t)12 dt < 00

teR

donde su producto interno en L2(R) es definido por (J, g) =f l(t)g(t) dt y su norma (distancia)
tea

definida por 11/112= (J ,I) =f It(t)12dt
tea

(5)

En este contexto definimos la TW Continua de una funci6n f E L2 (R) como:

T!(a,b) = (!,tflap) = JaJ!(t)tfI(t:b) dt
Aqul, 'l'a,bdesempena el mismo papel que ff'! en la TF.
Observamos que si a es constante podemos interpretar (6) como una convoluci6n de la funci6n f(~con
la analizadora.
De este modo, la representaci6n finalde la TW es una sucesi6n de convoluciones de la funci6n fcon una
analizadora cuya anchura (tamano de la ventana) es variable.
Y. Daubechies en su trabajo [Daubechies. 1978]presenta la forma discretizada de los parametros a yb.
a =am (anchura de la ventana)0

b =nbrfl;' (traslaci6n de la ventana)
Observese la dependencia de la traslaci6n en relaci6n a la anchura de la ventana.

(6)

. Propiedades de la transformada de Wavelet

Dentro de las condiciones y propiedades necesarias para poder definir una TW de clase m, ademas del
estacionamiento y la traslaci6n, podemos mencionar:

1. Condici6n de la Regularidad
(jk
""7T1fI(x) E L~ (9t);O:s; k :S;mox

2. Decaimiento Asint6tico

ak
lim---=t1f/(x) = 0k_ax

3. Energla Finira-
fXk'l'(X)~=0; O~k~m

4. Multlresolucl6ny banco de flltros.

La posibilidadde poder considerar una senal con diferentes niveles de resoluci6n, es decir con
multiresoluci6n,es muy utilizadaen procesamientode imagenlvldeoy visi6npor computador,donde '
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normalmentelas versionesde imagenescon baja resoluci6nson utilizadasno una primeraaproximaci6n
de los algoritmoscomputacionales.Un ejemplopracticoes la consultade bases de datos de imagenes
enWWW, dondeinicialmentesontransmitidascon menorretardolas versionesde baja resoluci6nde las
imagenes.Losdetallessolo sontransmitidossi la imagenes de interes.
El conceptode Multiresoluci6npuede ser implementadoutilizandotecnicasde ProcesamientoDigitalde
Senales-PDSa travesde bancosde filtrosdigitalesPasa-altos-FPAy pasabajos-FPB,como representa-
mosen la Figura1.Consideremos,por ejemplo,una senals(n) con rangouti!de frecuenciaiguala Bw. y
frecuenciay frecuenciade muestro igual a fa. Como primera aproximaci6nde esa senal podrranser
consideradaslas senalesSHI(n)y SLI(n),con anchurade rangosigualesa BWSHIy BWSLhtalesque BWSHI
+ BWSLhY con frecuenciade muestreoigualesa f./2. Estassenalescomponenuna representaci6nde
bajaresoluci6nde s(n).

s(n)

Fig. 1 Bancode FiltrosMultiresoluci6n

Lasubdivisi6ndel rangode frecuenciasde BWsLIen dos nuevosrangosde la misma anchura,BWsL2Y
BWSH2,garantizara,a partir de las senalesde SHI(n),SL2(n)una mejor representaci6nde s(n). A cada
subdivisi6nde los rangos de frecuencia,sera obtenida una mayor resoluci6nespectral, para una dad
regi6ndel espectro.Este procesopuede ser repetidoindefinidamente,considerandoque la complejidad
de implementaci6ndel metodo es proporcionalal numerode sub-bandasgeneradas.Genericamente,
unabancode filtrosmultiresoluci6ntendrrauna respuestade frecuenciacomomostramosen la Figura2.
Unade las solucionesmas eficientespara la implementaci6nde bancosde filtrosconsisteen el uso de
Filtrosde Espejosen Cuadratura- QMF. Estosfiltros,consideradosjunto con 105pares(FiltroPasa-bajos
+ FiltroPasa-altos),presentanuna respuestaen frecuenciasimetricaen relaci6na la frecuencia.central
del rangode frecuenciasconsideradas.Garantizanpara la estructura una gananciaunitaria util de la
senalanalizaday sin ocurrenciade distorsionesrelativasa la superposici6nespectral,que es permitida
entre105rangos de transici6nde aquellosfiltros.Una de las formas posiblesde utilizaci6nde estos filtros
esunaestructuraen arbolcomopresentamosen la Figura1.

l,Cuales la relaci6nentre las estructurasy la TW? A partirde la descripci6nelaboradapor Mallat [Chui,
1992]y Meller[Meller,1992]el conceptode multiresoluci6nconstituyela basematematicade la teorrade
Wavelet,ya que su descomposici6nes un metodo de aproximacionessucesivas que adiciona mas
proyeccionesen el "espaciode detalles"0 "espaciosbarridos"por las Waveletsy sus traslacionescon
escalasdistintas.De este modo, a partir de un Banco de Filtros Waveletpuede obtenerseun analisis
espectralcondiferentesnivelesde resoluci6n.
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FRECUENClA

Rg. 2 Aesi1Jesta en frecuenc:ia del Barx::ode RItros

5. Resultados Obtenldos en el Experlmento

Dividimos el experimento en tres partes:
FASE 1: Adquisici6n de datos y/o captura del estrmulo de voz(senal tratado).
FASE 2: Pre-procesamiento (SF Wavelet- Extracci6n de los parAmetros de voz).
FASE 3: Entrenamiento de la Red Neural Artificial- RNA

5.1 FASE 1: Adqulslcl6nde datos y/o captura del estrmulo de voz ( senal tratado).

Para la captura de la senal de voz utilizamos un micr6fono unidireccional. las senales fueron recogidasa
partir de tres hombres adultos y un joven (adolescente), sin ningun tratamiento acustico ambiental. La
unica preocupaci6n fue no tener ruidos que pudiesen interferir, comprometiendo la calidad de la
grabaci6n. .

Tres de los cuatro locutores repitieron cinco veces los estrmulos referentes a los numeros de cero (0)a
nueve (9), de manera aleatoria buscando eliminar cualquier vicio de habla relativo a un determinado
estfmulo.
las grabaciones se realizaron directamente en el computador. Para esto utilizamos un programa cedido
por el fabricante de la placa de sonido (Wave Studio). las grabaciones mantuvieron como caracterfstica
los siguientes parAmetros:

. Frecuencia de muestreo: 8 KHz

. Volumen de grabaci6n: MAximo

. Modo de grabaci6n: Mono
Resoluci6n: 16 bits

Como la duraci6n mAxima de cada uno de los estrmulos es del orden de 0,5 S, optamos per un tamano
igual a 4096 muestras con duraci6n igual 0,512 s = numero de muestraslfrecuencia de muestreo - fa para
cada uno de los estrmulos, correspondiendo a la base de datos que contiene todos los estrmulos alcanz6
un tamano igual a 25x8x10=2000 Kb [numero de estfmulos por clase x tamano de cada estfmulo de clase
x cantidad de clases de estrmulo (0=9)].

5.2 FASE2: Pre. procesamlento (BFWavelet. Extraccl6n de los pari1metrosde la voz)

Esta fase considera la adquisici6n de parAmetros necesaria para el reconocimiento de la senal.
la fase 2 consiste de:
1. Filtrado Digital (partes real e imaginaria)
2. Reducci6n de muestras (Desampled)
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3. Calculo de las energfas medias por bloques de muestras (entre 10y 30 ms de duraci6n).

5.2.1 Flltrado digital.

El filtrado digital es la aplicaci6n directa del concepto de los Filtros QMF. Como funci6n prototipo fue
utilizada la Funci6n Morlet con alteraciones en los parametros de la funci6n gaussiana.
La funci6n Morlet original"no result6 adecuada para analizar las senales con frecuencia de muestreo de 8
KHz, por esta raz6n fuimos obligados a introducir una constante ~ de valor igual a 2x106 para que
pudiese anular el orden de grandeza de la frecuencia de muestreo. Por la funci6n de Morlet tenfamos:

tU
,

-

(
' t- . n -"-"e . dondet = nT = -:::)e 2a f,

. f.

[ ~n'
J (

n'
Jf' = ~ tenemos: e- 2a'f'. :::)e- 64..'

. 64.106

con p= 2.106

Con estas alteraciones conseguimos el decaimiento necesario de la funci6n gaussiana. Tambien mas
oscilaciones dentro de la ventana, 10que facilit6 capturar mas caracterfsticas de la senal a ser analizada.

5.3 FASE 3: Entrenamlento de la Red Neural Artificial - RNA.

Para la realizaci6n del experimento, optamos por utilizar una red de tipo multicamadas con
retropropagaci6n de errores y con control del Momento y entrada de los datos en lote. El concepto de
Momento fue introducido por Rumelhart en 1986 [Wasserman, 1989] [Haykin, 1994]. Basicamente este
coneepto auxilia en la convergencia y estabilidad del proceso.
Utilizando el metodo del Momento, la red tiende a "pasear" por la superficie de error mas suavemente (a
pasos mas cortos). Actuando como un filtro pasa-bajos, permite que la red ignore pequenas
caracterfsticas en la superficie de error evitandose que caiga en un mfnimo local.
Los parametros que hicieron a nuestra red converger fueron los siguientes: momentum = 0.2 e Ir = 0.01.
El sistema se mantuvo estable para los valores presentados. A partir de este momento nos preocupamos
solamente por monitorear el nivel de error aceptable (confiabilidad).
La caracterfstica basica para el procesamiento en lote es que todos los vectores son presentados de una
sola vez, actualizando los pesos sinapticos solamente al final de cada epoca. Denomfnase epoca a la
presentaci6n de todo el conjunto de datos de entrenamiento de la red.
Como conjunto de entrenamiento utilizamos una base de datos de 200 elementos distribuidos
uniformemente entre las clases de estfmulos y locutores, y como Conjunto de prueba 460 elementos
distribuidos aleatoriamente entre las clases de estfmulos, incluyendo, los estfmulos contaminados. En
consecuencia, un determinado locutor pOdrfa comparecer con mas estfmulos dentro de una clase que
otro locutor.
A continuaci6n pretendemos demostrar cuantitativamente los resultados del experimento.
Inicialmente realizaremos una comparaci6n entre las tres RNA (RNA2, RNA3, RNA5), entrenadas por
nosotrosy diferenciadas por el numero de familias Wavelet.
Para el Conjunto de Entrenamiento, todos obtuvieron 100% de aciertos en la base de datos de prueba.
Losdatos que presentamos a seguir estan basados en la base de entrenamiento.
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Prlnclpalescaracterfstlcasentrelas Redes Neurales.

Tabla 1 - Parametrosde losfiltrosy tiempode entrenamientopor las diferentesRNA.

Resultados generales de los aclertos.

92.39

RNA2 RNA3 RNA5

Graflco 1. Com paraclon entre las Redes
Neuronales (Datos contamlnados+Datos

no contam Inados)
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RNA2 RNA3 RNA5
Numerode Familias 2 3 5
Numerode filtrospor 5 5 5

familia
Totalde filtros 10 15 25
Valoresde los 15,15,31,63,127 15,15,31,63,127 15,15,31,63,127
Coeficientes

(de la madreparalas
ninas)

Tiemoode entrenamiento 35 minutos 65 minutos 80 minutos



Graflco 2. Comparaci6n entre las Redes Neuronales
(Datos no contaminados)

Grafico 3. Comparaci6n entre las Redes Neuronales
(Datos contaminados)
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Resultados en funcl6n de 105estrmulos de voz (Valor porcentual)

Tabla 2- Datos generales de aciertos (Datos contaminados + no contaminados)

Tabla 3- Datos contaminados.

Tabla 4- Datos no contaminados.
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Estrmulos RNA2 RNA3 RNA5
0 97.83 95.65 95.65
1 80.43 89.13 93.48
2 82.91 89.13 91.30
3 89.13 97.83 . 97.83
4 95.65 97.83 97.83
5 84.78 89.13 89.13
6 82.61 73.91 78.26
7 89.13 93.48 89.13
8 80.43 86.96 93.48
9 86.96 89.13 97.83

Estrmulos RNA2 RNA3 RNA5
0 95.65 95.65 95.65
1 60.87 82.61 86.97
2 69.56 82.61 95.65
3 78.26 95.65 100
4 86.97 95.65 100
5 69.56 86.97 95.65
6 69.56 73.91 86.97
7 78.26 91.30 82.61
8 65.21 91.30 100
9 73.91 86.97 100

Estrmulos RNA2 RNA3 RNA5
0 100 95.65 95.65
1 100 95.65 100
2 95.65 95.65 86.97
3 100 100 95.65
4 100 100 95.65
5 100 86.97 82.61
6 95.65 73.91 69.56
7 100 95.65 95.65
8 95.65 82.61 86.96
9 100 91.30 95.65
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Grafico 4- Comparaci6n entre las RNA estrmulo a estrmulo.
(Datos contaminados + no contaminados)
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Grafico 5- Comparaci6n entre las RNA estrmulo a estrmulo.
(Datos no contaminados).
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Grafico 6- Comparaci6n entre las RNA estfmulo a estfmulo.
(Datos contaminados)

6. Antillsls general de los resultados obtenldos y concluslones.

A partir de los resultados obtenidos verificamos que, de manera general, a RNA5 present6 mejor
desempeno que las otras. (Grafico 1)
En relaci6n al estudio de la generalizaci6n de las RNA. observamos que la RNA5. una vez mas, se
comport6 de forma satisfactoria (GrAfico 4) presentando una raz6n de 90% de aciertos.
En el mismo estudio, fue posible analizar diversas clases de estlmulo. Un hecho interesante, que nos
lIam6 la atenci6n. fue que la RNA2 se comport6 mejor que las otras en relaci6n a la verificaci6n de 105
estlmulos no contaminados (Tabla 4) (GrAfico 5). Una explicaci6n aceptable y coherente para este hecho
es que para conseguir los valores para RNA3 y RNA5, trabajamos con el valor de error deseado 0.008
(ERR_GOAL = 0.008). Esta situaci6n lIev6 a RNA2 a una especializaci6n en los patrones,correctos, no
generalizAndose para los patrones contaminados.
Otro hecho que nos lIam6 atenci6n cuando pasamos para el estudio separado de los estlmulos; aunque
RNA5 se comport6 mejor que las demAs en general, se refiere al hecho de RNA5 haber obtenido un
desempeno insatisfactorio. en relaci6n a RNA2, para los estlmulos cero (0) y seis (6). Lo mismo se repiti6
para el estlmulo siete (7) de RNA5. que tuvo un porcentaje de acierto menor para el mismo estlmulo de la
RNA3 (Tabla 2) (GrAfico 4).,
A pesar de observar estas situaciones notables. no podemos inferir que la selecci6n de la base de
pruebas (datos contaminados + datos no contaminados) ocasion6 una especializaci6n de estlmulos. pues
ocurrieron en RNA diferentes y para estlmulos diferentes. AdemAs. la RNA5 tuvo una excelente
generalizaci6n(Tabla3) (GrAfico6) en comparaci6ncon las RNA2y RNA3.De esta manera,se elimina
cualquier inviabilizaci6n de la secci6n del Conjunto de Prueba.
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